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Рис. 6. Симметричный логарифм — функция, используемая для пересчета поля скорости

Рис. 7. Поле течения для компоненты скорости ux (м/c). Предсказанное нейросетевой моделью, получен-
ное численно и разница между ними. Верхний ряд — для геометрии с α = 37◦, нижний — c α = 68◦

Для компоненты скорости uy на рис. 8 можно видеть схожую картину в разности полей
течений, как и для компоненты ux.

Теперь сравним профили скоростей по нормали к стенке. Сначала сравним профили ско-
ростей на пластине у ее края (x = 0) и на некотором удалении от края (x = 2). Стоит отметить,
что значения скоростей здесь берутся непосредственно из центров ячеек прямоугольной сетки.
На рис. 9 представлены профили для компоненты скорости ux, а на рис. 10 — для uy. Из графиков
видно, что профили скорости восстанавливаются с высокой точностью, в том числе непосред-
ственно у стенки. Также стоит обратить внимания на то, что для y < 0 скорость всюду равна
нулю. Эта часть области соответствует телу, и такое значение скорости там и должно быть. Это
означает, что нейросетевая модель не «размазывает» решение у стенки и строго отделяет тело
от поля течения.
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Рис. 8. Поле течения для компоненты скорости uy (м/c). Предсказанное нейросетевой моделью, получен-
ное численно и разница между ними. Верхний ряд — для геометрии с α = 37◦, нижний — с α = 68◦

Рис. 9. Профили компоненты скорости ux (м/c) на пластине по нормали к стенке у ее края (x = 0) —
верхний ряд, на удалении от края (x = 2) — нижний ряд. Левый столбец — для геометрии с α = 37◦,
правый — с α = 68◦. Расчет — значения, полученные численно; предсказание — значения, полученные
суррогатной моделью

Рассмотрим профили скорости по нормали к стенке на скруглении. Поскольку здесь нор-
маль не проходит непосредственно через центры ячеек сетки, значения скоростей профиля ин-
терполируются по прямоугольной сетке. На рис. 11 представлены профили компонент скорости
(м/c) на скруглении по нормали к стенке (x = −2) для геометрии с α = 37◦, а на рис. 12 —
по нормали к стенке (x = −1) для геометрии с α = 68◦. В обоих случаях также можно видеть
хорошее совпадение профилей. При этом стоит отметить, что положения профилей на пластине
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Рис. 10. Профили компоненты скорости uy (м/c) на пластине по нормали к стенке у ее края (x = 0) —
верхний ряд, на удалении от края (x = 2) — нижний ряд. Левый столбец — для геометрии с α = 37◦,
правый — с α = 68◦. Расчет — значения, полученные численно; предсказание — значения, полученные
суррогатной моделью

Рис. 11. Профили компонент скорости (м/c) на скруглении по нормали к стенке (x = −2) для геометрии
с α = 37◦. Расчет — значения, полученные численно; предсказание — значения, полученные суррогатной
моделью

и на скруглении выбирались один раз перед началом исследования, что может служить хорошим
подтверждением высокой точности суррогатной модели.

Тем не менее, как было видно из полей течения ранее (рис. 7 и 8), выбросы все же присут-
ствуют и сосредоточены в основном у скругления (рис. 13). Рассмотрим графики скоростей по
обводу тела у пластины и у скругления. Для пластины скорости возьмем непосредственно в цен-
тре первой пристеночной ячейки. Поскольку граница ячеек прямоугольной сетки не обязана по
построению совпадать со стенкой, в данном случае получилось, что для пластины центр пер-
вой пристеночной ячейки находится на расстоянии y ≈ 0,0254, что соответствует y+ ≈ 180–200.
Из графиков видно, что для скоростей по обводу есть небольшое расхождение для профиля ux
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Рис. 12. Профили компонент скорости (м/c) на скруглении по нормали к стенке (x = −1) для геометрии
с α = 68◦. Расчет — значения, полученные численно; предсказание — значения, полученные суррогатной
моделью

Рис. 13. Профили компонент скорости по обводу у пластины. Левый столбец — для геометрии с α = 37◦,
правый — с α = 68◦. Расчет — значения, полученные численно; предсказание — значения, полученные
суррогатной моделью

у начала скругления и у правой границы области. Слева расхождение можно объяснить влияние
ошибок от аппроксимации скругления на прямоугольной сетке, справа — влиянием границы.

Теперь рассмотрим профили компонент скорости по обводу у скругления (см. рис. 14).
Здесь, как и для профилей скорости по нормали на скруглении, скорости будем получать из
интерполяции по полю течения. Возьмем расстояние от стенки y = 0,022, что соответствует y+ ≈
≈ 140–180. Причем это расстояние задается непосредственно от скругления реальной геометрии,
а не от маски тела. Это важно, поскольку маска тела является приближением реальной геометрии
тела на прямоугольной сетке и имеет на скруглении отличающуюся границу. Поэтому задание
расстояния от маски, а не от фактической геометрии, геометрическое описание которой известно,
может искажать результат моделирования. Также среди всех точек по обводу будем брать только
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Рис. 14. Профили компонент скорости по обводу у скругления. Левый столбец — для геометрии с α = 37◦,
правый — с α = 68◦. Расчет — значения, полученные численно; предсказание — значения, полученные
суррогатной моделью

те, которые интерполируются только по полю течения. Это требование связано с тем, что для
интерполяции значения в точке используется билинейная интерполяция, которая вычисляется по
четырем значениям в соседних узлах. Так как значения скоростей на маске полагаются равными
нулю, использование узлов, попадающих на маску, будет искажать результат интерполяции.

Из графиков видно, что на скруглении компоненты скорости хотя и достаточно близки
к значениям, полученным численно, тем не менее некоторые расхождения больше, чем это было
на пластине. Также получилось, что расхождения сильнее для геометрии с α = 37◦, что, види-
мо, объясняется тем, что «менее скругленная» геометрия хуже приближается на прямоугольной
сетке, что в последствии сказывается на восстановлении поля течения.

По найденным значениям скорости по обводу найдем трение на стенке, воспользовавшись
формулой (1). На рис. 15 представлены графики трения для обеих геометрий на пластине.

Рис. 15. Трение на пластине. Слева — для геометрии с α = 37◦, справа — с α = 68◦. Расчет — значения,
полученные численно; предсказание — значения, полученные суррогатной моделью
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Видно, что, несмотря на достаточно грубую сетку, используемую суррогатной моделью,
для предельных значения y+, трение восстанавливается достаточно хорошо в сравнении с трени-
ем, полученным при численном расчете на подробной сетке. Отношение интегралов трения по
пластине, вычисленных для решения, полученного суррогатной моделью, и решения, получен-
ного численно, для геометрии с α = 37◦ составляет примерно 0,85, для α = 68◦ — примерно 0,9.
Рассмотрим теперь трение на скруглении (рис. 16).

Рис. 16. Трение на скруглении. Слева — для геометрии с α = 37◦, справа — с α = 68◦. Расчет — значения,
полученные численно; предсказание — значения, полученные суррогатной моделью

Из графика можно видеть, что трение для α = 37◦ лучше в среднем, а для α = 68◦ лучше
гладкость, хоть и видно при этом некоторое занижение. Отношение интегралов трения по скруг-
лению, вычисленных для решения, полученного суррогатной моделью, и решения, полученного
численно, для геометрии с α = 37◦ составляет примерно 0,88, для α = 68◦ — примерно 0,76.

На основании полученных результатов можно сделать следующие выводы. Построенная
суррогатная модель хорошо восстанавливает поле течения как в целом, так и в пристенной
области на основании применения уравнений метода пристенной декомпозиции. Стоит отме-
тить, что, несмотря на некоторое занижение трения в пристенной области, модель тестировалась
в предельном случае ее применимости, когда в качестве расстояния между границей внешней
и внутренней области и стенкой брались значения y+ ≈ 200. Как было показано ранее в ста-
тьях [Petrov et al., 2020; Petrov et al., 2022], точность будет повышаться с уменьшением этого
значения. Вместе с этим при уменьшении y+ будет также лучше аппроксимироваться геомет-
рия на прямоугольной сетке, так как минимальный y+ зависит от размера ячейки сетки, что
снизит ошибки нейросети при восстановлении поля течения в пристенной области. Для это-
го, вероятно, может потребоваться использование дополнительной сетки, определяемой только
непосредственно вблизи стенки. Также для повышения точности в дальнейшем могут браться
дополнительные члены в уравнениях метода пристенной декомпозиции (например, интеграл f2),
которые не учитывались здесь по построению модели.

Влияние архитектуры нейронной сети на результат

Рассмотрим влияние архитектуры на результаты на примере профиля по нормали к стенке
для геометрии с α = 68◦ (см. рис. 17).
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Рис. 17. Профили компонент скорости (м/c) на скруглении по нормали к стенке (x = −1) для геометрии
с α = 68◦. Расчет — значения, полученные численно; max_unet — значения, полученные суррогатной моде-
лью для архитектуры с использованием max pooling, upsample c интерполяцией по ближайшему значению
и без механизма внимания; avg_unet — c average pooling, upsample c бикубической интерполяцией и без
механизма внимания; transpose_unet — c average pooling, транспонированными свертками вместо upsamp-
le и без механизма внимания; attention_unet — c average pooling, upsample c бикубической интерполяцией
и c механизмом внимания

На рисунке приближен профиль компонент скорости вблизи стенки, получаемый при ис-
пользовании трех вариантов архитектуры: в архитектуре max_unet для уменьшения карты при-
знаков в энкодере использовался max pooling, для увеличения карты признаков в декодере ис-
пользовался upsample c интерполяцией по ближайшему значению и без механизма внимания;
avg_unet — c average pooling в энкодере, и upsample c бикубической интерполяцией в декодере
и без механизма внимания; transpose_unet — c average pooling в энкодере, транспонированны-
ми свертками вместо upsample в декодере и без механизма внимания; attention_unet — основ-
ная архитектура, ранее описанная в статье. Можно видеть, что варианты архитектур max_unet
и transpose_unet не сохраняют гладкость решения, вариант avg_unet за счет усреднения и исполь-
зования более гладкой интерполяции позволяет получить значительно более гладкие решения
в целом по полю течения, но плохо разрешает пристенную область. Использование механизма
внимания позволяет существенным образом улучшить предсказания в пристенной области.

Альтернативные подходы для построения суррогатной модели

В качестве альтернативных подходов построения суррогатных моделей при проведении
серийных расчетов были рассмотрены подходы с использованием вариационного автоэнкодера
(VAE) [Wang et al., 2021; Mrosek, Othmer, Radespiel, 2021] и метод главных компонент с исполь-
зованием радиальных базисных функций (POD-RBF) [Malouin, Trépanier, Gariépy, 2013]. Эти
подходы также получили распространение наряду с использованием нейросетевой модели ти-
па UNet.

Вариационный автоэнкодер позволяет отображать поле течения в малоразмерное про-
странство с нормальным распределением. Важным аспектом такого подхода является то, что
близкие поля течения будут иметь близкие представления в малоразмерном пространстве. Это
теоретически должно давать широкие обобщающие возможности при восстановлении полей те-
чения. VAE, непосредственно используемая в исследовании, имела такую же архитектуру эн-
кодера и декодера, как и основная нейросетевая архитектура модели типа UNet, используемая
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в статье. При этом размерность малоразмерного описания составила 1024. Исследование пока-
зало, что такая размерность оптимальна в рассматриваемой задаче. Для восстановления поля
течения по углу скругления из малоразмерного пространства использовалась полносвязная ней-
ронная сеть (MLP) c одним скрытым слоем размерности 2048 и активацией типа ReLU. На
вход MLP приходит значение угла скругления геометрии, на выход — математическое ожидание
и дисперсия представления в малоразмерном описании, из которого затем семплируется само
представление. Рассмотрим некоторые предсказания модели на том же наборе тестовых и вали-
дационных данных, что и ранее в исследовании. На рис. 18 представлены профили компонент
скорости на скруглении по нормали к стенке (x = −1) для геометрии с α = 68◦. Из рисунка видно,
что получаемый профиль немного занижает фактический. Также результат не обладает гладко-
стью и хуже разрешает скорость в пристенной области, чем даже базовый вариант архитектуры
типа UNet. В пристенной области отсутствуют точки со значением скорости, близкой к нулю.
Также в силу того, что малоразмерное представление семплируется, предсказываемый результат
будет отличается для одной и той же геометрии, хотя и незначительно. На основании указанных
недостатков использование вариационного автоэнкодера при построении суррогатных моделей
для проведения серийных расчетов кажется менее предпочтительным, чем использование моде-
лей типа UNet.

Рис. 18. Профили компонент скорости (м/c) на скруглении по нормали к стенке (x = −1) для геометрии
с α = 68◦. Расчет — значения, полученные численно; предсказание — значения, полученные суррогатной
моделью с использованием вариационного автоэнкодера

В качестве второй альтернативы рассмотрим подход построения суррогатной модели на
основании метода главных компонент с использованием радиальных базисных функций (POD-
RBF). Этот метод хорошо зарекомендовал себя при решении задач интерполяции по параметрам
набегающего потока в случаях, когда геометрия тела не меняется [Malouin, Trépanier, Gariépy,
2013; Kluftødegård, Chaudhuri, 2020]. Алгоритм, построенный на основе сингулярного разложе-
ния (SVD), позволяет по матрице, составленной из набора полей течения из обучающей выборки
(снэпшотов), построить малоразмерное описание поля течения, которое можно проинтерполи-
ровать на постановки, не входящие в обучающую выборку, с помощью радиальных базисных
функций. Алгоритм требует значительно меньше времени на подготовку данных и обучение,
чем использование нейронных сетей. Применительно к задаче интерполяции по геометрии тела
при фиксированных параметрах набегающего потока можно увидеть, что алгоритм не справля-
ется с восстановлением течения в областях с отличающейся геометрией. В частности, в задаче
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обтекания скругленной пластины алгоритм не справляется с восстановлением поля течения в об-
ласти скругления.

На рис. 19 видно, что в области с неизменной частью геометрии (пластина) поле течения
восстанавливается с очень высокой точностью.

Рис. 19. Профили компоненты скорости ux (м/c) на пластине по нормали к стенке у ее края (x = 0) —
верхний ряд, на удалении от края (x = 2) — нижний ряд, полученные с помощью алгоритма POD-RBF.
Левый столбец — для геометрии с α = 37◦, правый — c α = 68◦. Расчет — значения, полученные численно;
предсказание — значения, полученные суррогатной моделью

На рис. 20, так же как и ранее, представлены профили компонент скорости на скруглении
по нормали к стенке (x = −1) для геометрии с α = 68◦. Представленный результат подтверждает,
что алгоритм неприменим в областях с отличающейся геометрией. Полученный результат можно
объяснить тем, что алгоритм в целом плохо справляется с восстановлением полей с сильными
разрывами. А границу «поле течения – тело» можно рассматривать как разрыв в решении.

Рис. 20. Профили компонент скорости (м/c) на скруглении по нормали к стенке (x = −1) для геометрии
с α = 68◦. Расчет — значения, полученные численно; предсказание — значения, полученные суррогатной
моделью с использованием алгоритма POD-RBF
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Заключение

В работе была построена суррогатная нейросетевая модель, применяемая для нахожде-
ния решений при проведении серийных расчетов турбулентных течений газа и позволяющая
разрешать пристенную область. В основе модели была использована нейросетевая архитектура
типа UNet с пространственным механизмом внимания, позволяющим восстановить поле течения
и сохранить гладкость решения с высокой точностью. Модель позволяет предсказывать все тре-
буемые переменные поля течения связным образом. То есть модель имеет единственный выход
нейронной сети, в котором число каналов равняется числу предсказываемых переменных. Для
обучения нейросетевой модели проводилась переинтерполяция поля течения на равномерную
прямоугольную сетку вместе с самим телом. Такой подход позволяет строить суррогатную мо-
дель, не зависящую от исходной вычислительной сетки. Для описания геометрии обтекаемого
тела использовалась функция расстояния со знаком вместе с маскированием поля течения. Для
разрешения пристенной области использовались уравнения метода пристенной декомпозиции.
Такой подход в суррогатном нейросетевом моделировании был применен впервые. Построенная
суррогатная модель позволила с высокой точностью находить поля течения в задаче дозвуково-
го турбулентного обтекания скругленной пластины с различными вариантами скругления. Бы-
ло показано, что даже такая чувствительная характеристика, как трение, может быть найдена
с высокой точностью до 90 % даже в случае применения модели на допустимых границах ее
применимости.

Также в статье были рассмотрены альтернативные варианты построения суррогатной мо-
дели с использованием вариационного автоэнкодера и метода главных компонент с использо-
ванием радиальных базисных функций. Было установлено, что оба варианта проигрывают ос-
новному подходу, рассматриваемому в статье. Так, использование вариационного автоэнкодера
снижает точность решений, получаемых суррогатной моделью, и имеет проблемы с их глад-
костью. Применение метода главных компонент хотя и обладает некоторыми положительными
сторона в части точности и скорости получаемого решения, но фактически неприменимо в слу-
чае применения к задаче обобщенной интерполяции по геометрии обтекаемого тела.

Для развития метода и повышения его точности в дальнейших исследованиях можно
учесть дополнительные члены в уравнениях метода пристенной декомпозиции, обучать допол-
нительную сверточную нейронную сеть для локального предсказания поля течения непосред-
ственно в пристенной области, учесть уравнения Навье –Стокса непосредственно в функции
потерь.
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Malouin B., Trépanier J. Y., Gariépy M. Interpolation of transonic flows using a proper orthogonal
decomposition method // International Journal of Aerospace Engineering. — 2013.

Morimoto M., Fukami K., Zhang K., Nair A. G., Fukagata K. Convolutional neural networks for
fluid flow analysis: toward effective metamodeling and low dimensionalization // Theoretical and
Computational Fluid Dynamics. — 2021. — Vol. 35, No. 5. — P. 633–658.

Mrosek M., Othmer C., Radespiel R. Variational autoencoders for model order reduction in vehicle
aerodynamics // AIAA aviation 2021 forum. — 2021. — P. 3049.

Oktay O., Schlemper J., Folgoc L. L., Lee M., Heinrich M., Misawa K., Rueckert D. Attention u-net:
Learning where to look for the pancreas // arXiv preprint. — 2018. — arXiv:1804.03999

Petrov M., Utyuzhnikov S., Chikitkin A., Smirnova N. Extension of near-wall domain decomposition to
modeling flows with laminar-turbulent transition // Communications in Computational Physics. —
2022. — Vol. 31, No. 2. — P. 645–668. — DOI: 10.4208/cicp.OA-2021-0123

Petrov M., Utyuzhnikov S., Chikitkin A., Titarev V. On extension of near-wall domain decomposition
to turbulent compressible flows // Computers & Fluids. — 2020. — Vol. 202. — 104629.

Petrov M., Zimina S. An application of space-filling curves to improve results of turbulent
aerodynamics modeling with convolutional neural networks // Chinese Journal of Aeronautics. —
2024. — Vol. 37, No. 2. — P. 81–92.

Petrov M. N., Tambova A. A., Titarev V. A., Utyuzhnikov S. V., Chikitkin A. V. FlowModellium
software package for calculating high-speed flows of compressible fluid // Computational
Mathematics and Mathematical Physics. — 2018. — Vol. 58, No. 11. — P. 1865–1886. — DOI:
10.1134/S0965542518110118

Ronneberger O., Fischer P., Brox T. U-net: Convolutional networks for biomedical image
segmentation // Medical image computing and computer-assisted intervention–MICCAI 2015:
18th international conference, Munich, Germany, October 5–9, 2015, proceedings, part III 18. —
Springer International Publishing, 2015. — P. 234–241.

Thuerey N., Weißenow K., Prantl L., Hu X. Deep learning methods for Reynolds-averaged Navier –
Stokes simulations of airfoil flows // AIAA Journal. — 2020. — Vol. 58, No. 1. — P. 25–36.

Wandel N., Weinmann M., Klein R. Learning incompressible fluid dynamics from scratch – towards
fast, differentiable fluid models that generalize // arXiv preprint. — 2020. — arXiv:2006.08762

2024, Т. 16, № 5, С. 1195–1216



1216 М.Н. Петров, С. В. Зимина

Wang J., He C., Li R., Chen H., Zhai C., Zhang M. Flow field prediction of supercritical airfoils via
variational autoencoder based deep learning framework // Physics of Fluids. — 2021. — Vol. 33,
No. 8.

Zimina S. V., Petrov M. N. Application of convolutional neural networks to flow fields refining in
external aerodynamics problems // Russian Journal of Cybernetics. — 2022. — Vol. 3, No. 1. —
P. 44–48.

Zuo K., Bu S., Zhang W., Hu J., Ye Z., Yuan X. Fast sparse flow field prediction around airfoils via
multi-head perceptron based deep learning architecture // Aerospace Science and Technology. —
2022. — Vol. 130. — 107942.

КОМПЬЮТЕРНЫЕ ИССЛЕДОВАНИЯ И МОДЕЛИРОВАНИЕ


